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Motivacion

« Habla elemento esencial en
comunicaciones humanas e

interacciones hombre-maquina

» Transformacion digital uso de
tecnologia digital para resolver

problemas tradicionales




Justificacion

* Intuitivo (Modo mas natural de interaccion del ser humano)
* Veloz ( 3x mas rapido que tipeo, 65% mas preciso)

* Uso de canales digitales que los clientes ya manejan
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Tecnologias
del Habla

Areas de Investigacion

Reconocimiento Sintesis del Identificacion de Codificacion de
del Habla (ASR) Habla (TTS) Hablantes (SID) Habla

Identificacion
Realce del Habla del lenguaje
hablado (LID)

Interaccion
Multimodal




Tecnologias

del Habla

Biometria y Clinica

e Reconocimiento de hablantes
* Deteccidn de patologias
» Terapéuticas

e Sintesis de Canto

e Conversion de voces
* Avatares

* Video Juegos

e Juguetes

HCI Comunicacion
» Agentes inteligentes * Filtrado

* [VRs e Encoders

e Comandos por voz * Realces

* Navegacion por voz

Entretenimiento Educacion

e Ensenanza ldiomas
e Canto

Varios

e Traduccion habla-habla
e Analitica de habla
e Monitoreo de medios




Reconocimiento Humano del Habla (RHH)
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RHH — Niveles Linguisticos

FOnética e Realizacion fisica de sonidos de una lengua (fonos)

FOnOIOglla e Funcion de sonidos a nivel abstracto o mental (fonemas)

Morf()logia e Formacion las palabras (morfemas)

PrOSOdia e Uso de melodia, acentos, duraciones para agregar informacion

SI ntaXiS e Estructura del lenguaje (combinar palabras en oraciones)

Se mé ntica = P ragm ética e Significado de las oraciones y reglas conversacionales



RHH - Complejidad

« Hablante nativo ~ 600/900 sonidos por minuto

« (Cada sonido uno de al menos 24 fonemas (Castellano)
 Alrededor de 42.000 lemas posibles * (persona de 20 anos)
« |Las palabras pueden admitir diferentes pronunciaciones

« No hay delimitacion de inicio y fin entre palalbras

« Ademas discriminar voz/ruido, seguir a un hablante especifico, ...

* Brysbaert, M., Stevens, M., Mandera, P., & Keuleers, E. (2016). How many words do we know? Practical estimates of vocabulary size dependent on

word definition, the degree of language input and the participant’s age. Frontiers in psychology, 7, 1116.



Reconocimiento Automatico del Habla (RAH)

| -

Audio de Entrada Texto Reconocido

Sistema de
Reoonocnmento

Se me ocurrio decirte...

- §i, decime

Tareas Relacionadas

Deteccion de Deteccion de |[dentificacion Comprension
Habla Lenguaje de Hablantes del Habla




RAH Dificultad del Problema - Variabilidad

s _ _ ™ e ™ e ™ e ~
* Estilos y velocidad e Diferencia anatémica e Del mismo hablante e En sensores
e Coarticulacion
. e Socio-Culturales e De otros hablantes e Canales
e Salud, Emociones
e Interlocutor e Acentos e Del medio acustico e Codecs

e Edad

Variabilidad | Variabilidad 9 Ruidos e S \\ll| variaciones enel , 7

Intra-Locutores [ , ! Inter-Locutores |~ . Interferencias 1} ( %




Aproximaciones al RAH

Acustico
Fonético

Reconocimiento |

de Patrones

Inteligencia
Artificial

Basados en
Templates

Basados en
Modelos

Sistemas
Expertos

HMM-GMM

HMM-DNN

Conexionistas
End-to-End




Aproximaciones al RAH

Acustico Fonético

Habla

Analisis

Formantes

Energia

Nasalidad

v

Acustico

Banco de Filtros
PLP
MFCC

Pitch

Atributo N

Segmentacion

y
Etiquetado

Vocabulario

l

Evaluacion de
Hipoitesis

Palabras
Reconocidas

Patrones de
Referencia

l

Comparacion

L J

de Patrones

Reglas de
Decision

Palabras

Reconocimiento de Patrones

Reconocidas



RAH — Esquema Estandar

‘l' l | Parametrizacion
—p

Habla de la Senal

Modelos
Acusticos

|

Banco de Filtros
PLP
MFCC

* Decodificador |—

L

Procesamiento

Modelo de

Lenguaje Pronunciaciones

Modelo de

Texto



Modelos Ocultos de Markov (HMM)




Modelos Ocultos de Markov (HMM)

Modelan procesos temporales discretos bivariados: {Sy, 0}

Cada HMM esta caracterizado por la tupla A(S,A4, B, «, 0)

- $=1{5,,S,,,Sy} estados posibles del modelo

- A = {a;;} matriz de transiciones entre estados

» B = {b;(k)} probabilidad de emision del simbolo y, al activarse §;

- = {r(i)} distribucion de probabilidades para estados iniciales

* 0 ={04,0,,,0y} posibles observaciones de las emisiones



RAH Basado en GMM-HMM

« HMM resuelven implicitamente segmentacion y clasificacion de unidades
« Entrenamiento escalable, métodos eficientes de aprendizaje y decodificacion

« Estado del arte por mas de 30 anos

Modelos Ocultos de
Markov




RAH Basado en GMM-HMM

Asume distribucion estacionaria de atributos
acusticos en cada estado

Gaussian Mixture Model (GMM)



RAH Basado en GMM-HMM

Dados:
0O: secuencia de T atributos acusticos (MFCC, PLP, LPCC)

W' secuencia de N palabras de un vocabulario fijo y conocido

P(W|0): probabilidad condicional de la secuencia de palabras W, dada la

secuencia observada O

Resultado del reconocedor: W = argmaxP(W|0)
%4

“Cual es el texto mas probable de todo el lenguaje, teniendo como evidencia los
rasgos acusticos observados”



RAH Basado en GMM-HMM

Usando la regla de Bayes.

p(O|W)pPw)
P(0)

P(W|0) =

Donde:
P(W) : Probabilidad a priori de observar la secuencia de palabras W

P(O|W) : Probabilidad a priori de que cuando una persona pronuncia la secuencia de palabras W se
observe la secuencia de evidencias acusticas O

P(0): Probabilidad de la secuencia de evidencias acusticas O

Se puede reescribir una expresion mas practica para el reconocedor:

W = argmax P(O|W)P (W)
w

Modelo Acustico Modelo de Lenguaje



Reconocimiento Automatico del Habla

Aprendizaje
Modelos de
Lenguaje

Construccion de

Corpus de Texto

Construccion de Corpus de Parametrizacion Aprendizaje

Modelos
Habla de la Senal Aclsticos

Diccionario de

Transcripciones fonéticas -
Pronunciaciones




Corpus de Texto

Objetivo: obtener datos sobre
cOmo se usan las palabras en el
dominio de interés

Métodos: Web as a Corpus, libros,
diarios, subtitulos, etc.

Desafios : Conseguir el datasets de
contenido similar a las secuencias de
palabras a reconocer, adaptar corpus

Seleccidn

Normalizacion

Base de Datos




Modelo de Lenguaje

Objetivo: Modelar frases validas
segun la sintaxis

p I
Metodos: Basados en reglas =)

(CFG), estadisticos (N-gramas), bigramas

conexionistas (RNN) P(gato | el)

|

ladra corre ronrronea

Desafios : Cémo construir rapiday  gramas
. . P(ladra | el, gato)

eficientemente un modelo de

lenguaje para una tarea nueva (otro

contexto)




Corpus de Habla

Contenido por frase:
transcripcion ortografica
archivo con la senal acustica
anotacion ortografica con
alineamiento temporal a nivel palabras
anotacion fonética con

segmentacion temporal

Tipos de Frases:

Balanceadas fonéticamente: buena
cobertura de cada combinacion de sonidos
De multiples hablantes: para aprender un
modelo acustico que sirva para todos
Diversidad prosoédica: para aprender como
varian los sonidos con la entonacion

Diversas pronunciaciones dialectales



Parametrizacion del Habla

Dura cién.ll II"I" v
Trama P
! r"

Objetivo: extraer caracteristicas
robustas y relevantes para clasificar PR

Métodos: Analisis STF (MFCC,

LPC, RaSta), COmpensaCiones no ¥ hw e %g;elg::_}{
1 . 4 ) I'. |0'.. \ i H ah | \ '- rl' I v /

lineales y normalizacion. Cada REidan i ‘, (/1Y

ventana se representa usando ] | Wi I

~40 rasgos.

Coef 2 Coef 2
Desafios : compresion, robustez al : :
entorno, dispositivos, locutores, Coef N Coef N

Tramal Trama 4

ruido y ecos.

Tiempo

iCoef 1)
Coef 2

L ]
Coef N

Trama T



Entrenamiento Modelos Acusticos

Objetivo: Obtener modelos que permitan
tapas

caracterizar los sonidos del habla

Métodos: Se representa cada unidad

acustica con HMMs . Probabilidades de mapas

Trifono
emision fdp GMM o ANN 0000 ‘

[apa/

Desafios : precision, robustez al entorno,

rapada
O 00000

dispositivos, locutores, ruidos y ecos.




Modelo de Pronunciaciones

Objetivo: Indicar como se conforma cada palabra a
reconocer en téermino de las unidades usadas en los

modelos acusticos
Métodos: Basados en reglas, o en Machine Learning

Desafios : generar de manera automatica un lexicon,

agregar nuevas variantes dialectales y pronunciaciones

casa
hongo
Argentina

kasa
ONGo
arCentina




Decodificador

Objetivo: generar secuencia ¢ptimas de Modelos
palabras combinando el modelo SEHSHERS
acustico, de lenguaje y de
pronunciaciones

Evidencias Modelos de
MétOdOSZ Viterbi, WFST Acusticas Pronunciaciones

Desafios : Construir estructuras
eficientes para decodificacion y
busqueda en tareas de gran vocabulario

y modelos de lenguajes complejos. N-Mejores Hipotesis



Problemas de RAH

* Aislada e Pequeno
» Conectada e Mediano
* Continua e Grande
» Dialogo

* Dependiente
* Adaptable

* Independiente

Condiciones Tipo de
de Uso Aplicacion

* Laboratorio e Comando
e Oficina e Palabras
e Robusto clave

e Dictado

e Close caption

+ pepilejdwo) -



Evolucion Historica
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Redes Neuronales y RAH

* Propuesto hace mucho

* Dificultad en entrenar
redes con mas de 2
capas (vanishing Gradients)

« Corpus pequenos

» Capacidad de Computo

Limitada

Temporal & Time-Delay (1-D Convolutional) Neural Nets

* Atlas, Homma, and Marks, “An Artificial Neural Network for Spatio-Temporal Bipolar Patterns, Application to
Phoneme Classification,” NIPS, 1988.

* Waibel, Hanazawa, Hinton, Shikano, Lang. “Phoneme recognition using time-delay neural networks.” IEEE
Transactions on Acoustics, Speech and Signal Processing, 1989.

Hybrid Neural Nets-HMM
* Morgan and Bourlard. “Continuous speech recognition using MLP with HMMs,” ICASSP, 1990.

Recurrent Neural Nets
* Bengio. “Artificial Neural Networks and their Application to Speech/Sequence Recognition”, Ph.D. thesis, 1991.
* Robinson. “A real-time recurrent error propagation network word recognition system,” ICASSP 1992.

Neural-Net Nonlinear Prediction

* Deng, Hassanein, EImasry. “Analysis of correlation structure for a neural predictive model with applications to
speech recognition,” Neural Networks, vol. 7, No. 2, 1994.

Bidirectional Recurrent Neural Nets
* Schuster, Paliwal. "Bidirectional recurrent neural networks," IEEE Trans. Signal Processing, 1997.

Neural-Net TANDEM

* Hermansky, Ellis, Sharma. "Tandem connectionist feature extraction for conventional HMM systems." ICASSP
2000.

* Morgan, Zhu, Stolcke, Sonmez, Sivadas, Shinozaki, Ostendorf, Jain, Hermansky, Ellis, Doddington, Chen, Cretin,
Bourlard, Athineos, “Pushing the envelope - aside [speech recognition],” IEEE Signal Processing Magazine, vol.
22, no. 5, 2005.

Bottle-neck Features Extracted from Neural-Nets
* Grezl, Karafiat, Kontar & Cernocky. “Probabilistic and bottle-neck features for LVCSR of meetings,” ICASSP, 2007.




Redes Neuronales y RAH

Deep Learning (2009-2010)

* Nuevo paradigma inspirado en el procesamiento de informacion sensorial
humano

» El cerebro no pre-procesa informacion sensorial, sino que permite su
propagacion por médulos que aprenden a representar las observaciones

« Emplean abstracciones jerarquicas y construccion gradual de representaciones
en niveles incrementales de abstraccion

« Buscan capturar dependencias espacio-temporales en base a regularidades en

las observaciones



Redes Neuronales y RAH

Introduccioén de (DBN) y algoritmos
basados en auto-codificadores permiten obtener de forma no
supervisada un pre entrenamiento

Guian el entrenamiento de los niveles de representacion
iIntermedios usando aprendizaje no supervisado a nivel local
Redes con condiciones iniciales adecuadas, permiten entrenar

modelos mas profundos



Redes Neuronales y RAH

G. Hinton, et al. Deep Belief Networks for Phone Recognition.

Proc. NIPS Workshop, 2009

Method PER %
e Corpus TIMIT

- Modelo de Lenguaje de Recurrent Neural Network 26,1
Bigramas sobre fonos

Bayesian Triphone HMM 25,6
Monophone HTM 24,8
Heterogeneous Classifiers 24,4

DBNSs 23,0



RAH Basado en DNN-HMM

« Con grandes cantidades de datos y regularizacion adecuada se puede usar
backpropagation para redes profundas (DNN)

* Pre-entrenamiento de DBN es innecesario

* Introduccion de RelLUs y Drop-out

« Sistemas hibridos HMM/DNN pasan a dominar el estado del arte en ASR

« Aprendizaje de banco de filtros mediante NN, mejora respecto a MFCC en
modelos profundos

* Introduccion de Deep Learning en LM mejora el desempeno sobre N-Gramas



RAH Basado en DNN-HMM

« Entrenar una DNN para asociar cada senon

HMM Transition Probabilities

(estado de HMM correspondiente a un trifono) a4, 4 / Qe Fspsy

con una neurona de salida (miles de salidas)

« Entrada: frame de observaciones acusticas

. ., (M) “— Observation
* Interpretar la salida de la red como una version hl W Probabilities
M
. . (M-1)
escalada del likelihood h
e DNN
* En el framework HMM, remplazar las GMMs h0
. . 1 W,
usadas para estimar las fpds de salida con las = ‘
L
salidas de la DNN —_— e A 2
B TVIEY T L e BV PP R

Observation



Sistemas HMM-DNN

Dahl , et al. Context-Dependent Pre-Trained DNN for LVSR
IEEE Trans. On Audio, Speech, And Language Processing, Vol. 20 (2012)

CD-GMM-HMM ML 39.6
CD-GMM-HMM MMI 37.2
CD-GMM-HMM MPE 36.2

CD-DNN-HMM (5 hidden layers) 30.4



Redes Neuronales y RAH

G. Hinton, et al. Deep Neural Networks for Acoustic Modeling in Speech
Recognition. Signal Processing Magazine (2012).

HOURS OF GMM-HMM GMM-HMM
TASK TRAINING DATA DNN-HMM WITH SAME DATA WITH MORE DATA
SWITCHBOARD (TEST SET 1) 309 18.5 27.4 18.6 (2,000 H)
SWITCHBOARD (TEST SET 2) 309 16.1 23.6 17.1 (2,000 H)
ENGLISH BROADCAST NEWS 50 17.5 18.8
BING VOICE SEARCH
(SENTENCE ERROR RATES) 24 30.4 36.2
GOOGLE VOICE INPUT 5,870 12.3 16.0 (>> 5,870 H)

YOUTUBE 1,400 47.6 52.3




Redes Neuronales y RAH

Arquitecturas alternativas
« En algunos problemas las redes recurrentes (RNN) y convolutivas (CNN) tienen
mejor desempeno gue las DNN

* Mejoras notables al usar ensambles de RNN/LSTM, DNN y CNN

Redes bi-direccionales RNN/LSTM

* Sak, Senior, Beaufays. "LSTM Recurrent Neural Network architectures for large scale acoustic modeling"
Interspeech,2014.

Convolutional Neural Nets
* Soltau, Saon, Sainath. "Joint Training of Convolutional and Non-Convolutional Neural Networks” ICASSP, 2014.
Ensamble Networks

*T. Sainath, O. Vinyals, A. Senior, H. Sak. “Convolutional, Long Short-Term Memory, Fully Connected Deep Neural
Networks” ICASSP 2015.

L. Deng and John Platt, “Ensemble Deep Learning for Speech Recognition” Interspeech, 2014.




Avances en RAH

o

Loud and clear

Speech-recognition word-error rate, selected benchmarks, % Log scale
100

Switchboard

Switchboard cellular
‘ O———0 Meeting speech

Broadcast

speech IBM, Switchboard

LT L L
The Switchboard corpus is a collection of recorded ICrosort, switchboar

telephone conversations widely used to train and
test speech-recognition systems

1 1 | 1 | 1 | 1 | | 1 | 1 | 1

| | I | 1 | | 1 1 |
1993 96 98 2000 02 04 06 08 10 12 14 16
Sources: Microsoft; research papers



Redes Neuronales y RAH

x Technology of 1970s-2010 (GMM-HMM)
__5-'0———=
<

]
(]
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o

.\\ Technology since 2010 (DNN)

Word Error Rate (%)
'—I
(o 0]

16 e
14 —®
12
0 500 1,000 1,500 2,000 2,500

Training Data (hours)

Huang, X., Baker, J., & Reddy, R. (2014). A historical perspective of

speech recognition. Communications of the ACM, 57(1), 94-103.



Modelos de lenguaje empleando RNN

« Entrenar redes recurrentes para predecir la palabra/caracter
siguiente dada una historia previa

* Long Short Term Memory (LSTM)

« Permite decidir qué olvidar y qué agregar
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RAH Completamente Conexionistas (ndtoEendasr)

* Linea de investigacion mas reciente (Google lo adopto en sus
servicios)

 Redes neuronales mapean directamente la senal de habla a texto

 Modelos mas simples, no tiene mddulos separados para modelo
acustico, de lenguaje y pronunciaciones

* No necesitan alineamientos para asociar frames de senal con
estados internos o neuronas de salida (como DNNSs)

« Es mas dificil de explicar y controlar lo que hace internamente



RAH Completamente Conexionistas

« Se necesita varios cientos, incluso miles de horas de habla
etiguetada para entrenar

* Se necesitan clusters de GPU grandes para entrenarlos en un tiempo
razonable

« Diferentes modelos : Basados en Atencion, Clasificacion Temporal

Conexionista (CTC), basados en CNN

Amodei, D., Ananthanarayanan, S., Anubhai, R., Bai, J., Battenberg, E., Case, C., ... & Chen, J. (2016) “Deep speech 2: End-
to-end speech recognition in english and mandarin” In International conference on machine learning (pp. 173-182).




RAH Completamente Conexionista ez

« Entrada frame de observaciones acusticas + contexto

| | 10.356 _ _

———— « Salida caracteres y espacios

~—" « Modulo para obtener palabras reconocidas
Modelo de duraciones

. ?fjjj | | |the|caat| | [ssaattt| =mm) |the]|cat]|sat]

| | t h E | c a a t | | |

Neura Neura Neura Neura Neura Neura Neura Neura Neura Neura Neura Neura Neura
Netwo Netwo Netwg Netwo Netwy Netwg Netwg Netwo Netwy Netwo, Netwo Netwo Network




Sintesis del Habla s

« Generacion artificial de habla humana a partir de un texto de
entrada, con el objetivo de que suene inteligible y natural.

« Estado de las implementaciones comerciales:

« INTELIGIBILIDAD préxima a la del habla humana.

 NATURALIDAD deficiente debido a una inadecuada prediccion de
la prosodia, y/o problemas en la concatenacion debido a la

seleccion de unidades.



Sintesis del Habla s

« Actualmente hay dos paradigmas de TTS:

« Sintesis concatenativa: se construye una BD de unidades
acusticas, que se seleccionan y concatenan para generar habla.

« Sintesis Parametrica-Estadistica: usa HMMs como modelos
generativos para producir habla. Usan modelos acusticos

dependientes del contexto.



Sintesis Concatenativa

Conversor Texto a Voz

* Normalizacion \ / - \

Andlisis d * Preprocesamiento Base de
nalisis ae . -
Texto * POS Tagging Unidades

e Conversor Grafema a
Analisis Fonema
Fonético

Seleccion

Segmentos

Procesador NLP
Sintetizador

e Pausas
e Entonacion

Postprocesamiento

-~ *Duraciones ,/
) » Estilizado Espectral
» Adaptacion Prosodica




Sintesis Parametrica

Conversor Texto a Voz

* Normalizacion \ / - \

* Preprocesamiento Corpus de
Analisis de .
o * POS Tagging habla

e Conversor Grafema a

slisi Fonema s A i
Andlisis Extraccion atributos

Fonético

Procesador NLP
Sintetizador

e Pausas
e Entonacion

Modelo estadistico
paramétrico

HMM-GMM
HMM-ANN

e Duraciones




Procesamiento de Texto

* Normalizacion del Texto
Detecta simbolos ortograficos y resuelve ambiguedades
Tokeniza
Clasifica palabras segun sus rasgos
* Preprocesamiento
Expande abreviaturas, deletrea acronimos, transforma numeros, separa en
silabas
Determina la tonicidad de las palabras
* Analizador Morfo-Sintactico (POS Tagging)

Localiza y etiqueta estructuras sintacticas presentes en las frases de entrada



Sintesis del Habla y Redes Neuronales

Wavenet (DeepMind 2016) presentan sintetizadores basados en redes
neuronales y revolucionan el campo de TTS

Basados en CNN. Toma una forma de onda de audio digitalizada como
entrada, la hace atravesar las capas convolucionales y genera la forma de
onda de salida

Naturalidad e inteligibilidad casi perfectas, procesamiento muy lento

Tacotron (Google), aprende a sintetizar de pares texto-audio. Toma caracteres
del texto como entradas, los pasa a través de diferentes submodulos de redes

neuronales y genera el espectrograma del audio como salida



Gracias

http://www.investigacion.frc.utn.edu.ar/cintra/

diegoevin@gmail.com
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